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В данной статье исследуется метод машинного обучения на основе теории случайных функций. 
Одной из основных проблем данного метода является то, что вид решающего правила модели метода, 
построенной на данных обучающей выборки, становится более громоздким при увеличении количества 
примеров выборки. Решающее правило модели является наиболее вероятной реализацией случайной 
функции и представляется в виде многочлена с количеством слагаемых, равным количеству обучающих 
элементов выборки. В статье будет показано, что для рассматриваемого метода существует быстрый 
способ сокращения обучающей выборки и, соответственно, вида решающего правила. Уменьшение при-
меров обучающей выборки происходит за счет поиска и удаления малоинформативных (слабых) элемен-
тов, которые незначительно влияют на итоговый вид решающей функции, и шумовых элементов выбор-
ки. Для каждого  ,i ix y -го элемента выборки было введено понятие значимости, выражающееся вели-

чиной отклонения оцененного значения решающей функции модели в точке ix , построенной без i-го 

элемента, от реального значения iy . Будет показана возможность косвенного использования найденных 

слабых элементов выборки при обучении модели метода, что позволяет не увеличивать количество сла-
гаемых в полученной решающей функции. Также в статье будут описаны проведенные эксперименты, 
в которых показано, как изменение количества обучающих данных влияет на обобщающую способность 
решающего правила модели в задаче классификации.  
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This article explores a method of machine learning based on the theory of random functions. One of the 

main problems of this method is that decision rule of a model becomes more complicated as the number of train-
ing dataset examples increases. The decision rule of the model is the most probable realization of a random func-
tion and it's represented as a polynomial with the number of terms equal to the number of training examples. In 
this article we will show the quick way of the number of training dataset examples reduction and, accordingly, 
the complexity of the decision rule. Reducing the number of examples of training dataset is due to the search and 
removal of weak elements that have little effect on the final form of the decision function, and noise sampling 

elements. For each  , i ix y -th element sample was introduced the concept of value, which is expressed by the 

deviation of the estimated value of the decision function of the model at the point ix , built without the i -th ele-

ment, from the true value iy . Also we show the possibility of indirect using weak elements in the process of 

training model without increasing the number of terms in the decision function. At the experimental part of the 
article, we show how changed amount of data affects to the ability of the method of generalizing in the classifi-
cation task. 
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Введение 

Рассмотрим основные моменты, связанные с методом машинного обучения на основе тео-
рии случайных функций [Бахвалов, Зуев, Ширабакина, 2005; Бахвалов, Малыгин, Черкас, 
2012]. Все формулы будут адаптированы для задачи классификации. 

Пусть последовательность  1 2, , ,  n
k ix x x x R  и соответствующие им 

 1 2, , ,  m
k iy y y y R  представляют собой обучающую выборку:  1 2, , ,i i i inx x x x   — вектор 

признаков, описывающих i-й элемент обучающей выборки;  1 2, , ,i i i imy y y y   — выходной 

вектор. В случае задачи классификации для ix , примера обучающей выборки, iy  будет резуль-

тирующим вектором, хранящим информацию, к какому классу относится ix . Все элементы век-

тора iy  равны нулю, кроме одного, который равен 1 (соответствует классу i-го примера). 
Решающие правила метода в общем виде можно представить следующим образом: 

        1 1 2 2 j j f j f kj f kf x q K x x q K x x q K x x       , (1) 

где ,i jq R , причем    max j
j

arg f x  будет предсказанным классом для x .  

 fK   задается формулой (2): 

      2
2 2

2 lnf KK C d
t


 

  
   

    
, (2) 

где , ,KC t d  — расчетные коэффициенты, выведенные в рамках теории рассматриваемого мето-

да; 2  — норма вектора, nR  . Коэффициенты 510t   и 510d   (при условии нормирования 

входных значений в диапазоне [–1, 1]). Коэффициент KC  является калибровочным, связан со 
свойствами априорной случайной функции (при неизвестном уровне дисперсии значений воз-
можных реализаций случайной функции на единичном расстоянии от какого-либо элемента 
обучения KC  принимает значение 1). Функция fK  является симметричной и характеризует 

зависимость ожидаемого различия между значениями функции f  в некоторых двух точках от 
расположения этих точек. 

Вместо формулы (2) может быть иная симметричная функция и могут рассматриваться 
другие методы машинного обучения, например метод на основе обратно взвешенных расстоя-
ний, метод радиальных базисных функций, кригинг [Robeson, 1997; Кошель, Мусин, 2000]. 

Коэффициенты   1, , ; 1, ,ijq i k j m    находятся решением системы линейных уравне-

ний (3): 

 

        
        

        

1 1 1 1 2 1 2 1 1

1 2 1 2 2 2 2 2 2

1 1 2 2

,

,

.

j f j f kj f k j

j f j f kj f k j

j f k j f k kj f k k k kj

q K x x S x q K x x q K x x y

q K x x q K x x S x q K x x y

q K x x q K x x q K x x S x y

        

        


        









 (3) 

Значения  S x  определяют априорно предполагаемый уровень шума (погрешности) 

в данных обучения и, соответственно, степень приближения, с которой функция (1) воспроиз-
ведет данные обучения. 

Перепишем (3) в матричном виде: 

 KQ Y , (4) 
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где Q  и Y  — вектор-столбцы, а K  — симметричная матрица:  

 

1,1 1,2 1,1

2,1 2,2 2,2

,1 ,2 ,

m

m

k k k mk k m

q q qq

q q qq
Q

q q qq


  
  
   
  
  
    




   


, (5) 

 

1,1 1,2 1,1

2,1 2,2 2,2

,1 ,2 ,

m

m

k k k mk k m

y y yy

y y yy
Y

y y yy


  
  
   
  
  
    




   


,  (6) 

 

       
       

       

1 1 1 1 2 1

2 1 2 2 2 2

1 2

 

f f f k

f f f k

f k f k f k k k k k

K x x S x K x x K x x

K x x K x x S x K x x
K

K x x K x x K x x S x


    
       
 

     




   


. (7) 

Из (4) можно выразить Q : 

 1Q K Y . (8) 

Обратную матрицу 1K   представим следующим образом: 

 

1,1 1,2 1,

2,1 2,2 2,1

,1 ,2 ,

k

k

k k k k k k

v v v

v v v
K

v v v





 
 
 
 
 
  




   


. (9) 

Формулы (1), (2), (5) и (7) можно представить как некую модель, полученную после обра-
ботки данных. 

Как видно из формулы (1), при большом количестве обучающих примеров решающие 
функции модели могут быть слишком громоздкими с точки зрения вычислительных затрат на 
их вычисление. Упрощение функций (1) зачастую является необходимым в практических зада-
чах. Покажем, как математический аппарат метода позволяет быстрым способом выявлять сла-
бые и шумовые элементы обучающей выборки, удаление которых поспособствует сокращению 
слагаемых в решающих функциях. 

Выявление слабых и шумовых элементов выборки 

Для возможности нахождения шумовых и слабых элементов выборки важно знать, как из-
меняются функции (1) при удалении некоторых элементов выборки.  

Допустим, построена модель на всех обучающих данных, получены формулы (1), (2), (5) 
и (7). В статье [Бахвалов, Копылов, 2015] была установлена взаимосвязь между значением 
функции вида (1), полученной на выборке без ix  элемента, в точке ix  и реальным значением iy , 
при существовании построенной модели на всей обучающей выборке. Данное соотношение 
легко переписать на случай многомерного выходного значения m

iy R , тогда взаимосвязь 
можно записать следующим образом: 

     ,

,

 i ji
j i ij

i i

q
f x y

v
  , (10) 
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где i-й индекс у функции  i
jf  означает, что функция (1) получена на выборке без ix  элемента; 

,i jq  и ,i iv  — из (5) и (9). 

Формула (10) позволяет быстро проводить процедуру оценки отклонений значений воз-
можных функций от реальных значений. Подобная процедура дает возможность выявить эле-
менты выборки, удаление которых слабо повлияет на вид результирующей функции. У подоб-

ных элементов отклонения ,

,

i j

i i

q

v
 обычно имеют небольшое значение. Также легко прослежива-

ются элементы, являющиеся пограничными с элементами других классов.  
Рассмотрим синтетический пример. Дана выборка, состоящая из элементов трех классов: 

 , i ix y , где 2
ix R , 3

iy R , 1,..,135i  ; построена модель, представленная в виде (1), (2), (5) 

и (7) (рис. 1, а, б). 

 

 

Рис. 1. (а) Графическое представление обученной модели классификатора. Модель обучена на 135 при-
мерах, отмеченных кружками и залитыми цветом класса. По обеим осям отложены значения признаков 
элементов выборки. (б) Одномерный срез по одному из признаков, демонстрирующий виды полученных 
функций модели    1 2, f x f x  и  3f x  при обучении. Срез соответствует черной линии (на рис. 1, а), по 

горизонтальной оси отложены значения одного из признаков элементов (второй признак фиксирован), по 
вертикальной оси отмечены значения построенных функций. Цветная версия рис. доступна на сайте 
журнала 

Как видно из рис. 1, значения полученных решающих функций вида (1) изменяются при-
близительно в диапазоне от 0 до 1. Причем чем ближе значение одной из функций к 1, тем 
ближе значения остальных функций к 0. Построив функции    * *

1 2, f x f x  и  *
3f x  без одного 

синего элемента bluex , который лежит на срезе, получим вид функций, представленный на 
рис. 2. 
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Рис. 2. Демонстрация изменения вида построенных функций (1) при удалении синего элемента, находя-
щегося на срезе (черная линия). Цветная версия рис. доступна на сайте журнала 

Из рис. 1 и 2 видно, как поменялся вид функций    1 2, f x f x  и  3f x  при удалении одно-

го «сложного» элемента bluex  из выборки. В результате в удаленном элементе новая модель 

с функциями    * *
1 2,  f x f x  и  *

3f x  при классификации примет решение в пользу класса, обо-

значенного красным цветом.  
Итак, значимость каждого  , i ix y  элемента выборки характеризуется величиной отклоне-

ния 

 ,

,

 i j
i

i i

q
e

v
 , (11) 

причем  1ijy  . 

Для выявления слабых или малоинформативных элементов выборки необходимо, чтобы 
величина ie  принимала отрицательные или близкие к 0 значения; у ошибочных или шумовых 

элементов значение ie  должно принимать значения, близкие к 1. 

Экспериментальная часть 

В качестве тестовых данных рассматривалась выборка полутоновых изображений (20 × 20 
пикселей) цифр от 0 до 9, состоящая из 5000 элементов (рис. 3). Выборка была разделена попо-
лам: на обучающую и тестовую.  
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Рис. 3. Пример изображений из выборки 

Для возможности обучения классифицирующей модели каждое изображение было норми-
ровано и представлено в виде вектора, т. е. в результате, обучающая выборка стала представи-
ма набором пар  ,i ix y , где  1 2 400, , ,i i i ix x x x  ,  1 2 10, , ,i i i iy y y y  . Модель, обученная на 

полной обучающей выборке, показала точность классификации 95.76 %. 
Для выявления слабых и шумовых элементов были введены пороги thWeak  и thNoise . 

Так, например, если для рассматриваемого i-го элемента значение ie thWeak , то элемент счи-

тался малоинформативным и удалялся из обучающей выборки; также удаление происходило, 
если ie thNoise . 

Представим графики зависимости числа найденных шумовых элементов и точности клас-
сификации модели, построенной без шумовых элементов, от значения порога thNoise . Значе-
ния порога thNoise  изменялись в пределах от 0.5 до 1 с шагом 0.01 (рис. 4).  

 

Рис. 4. Слева — график зависимости количества найденных шумовых элементов (в %-ном соотношении 
от общего числа обучающих элементов) от значений порога thNoise . Справа — график зависимости ве-
роятности правильной классификации модели (обученной без найденных шумовых элементов) от значе-
ний порога thNoise  

Представим графики зависимости числа найденных слабых элементов и точности класси-
фикации модели, построенной без них, от значения порога thWeak . Значения порога thWeak  
изменялись в пределах от 0 до 0.5 с шагом 0.01 (рис. 5). 

Как видно из рис. 5, при 0.5thWeak   было найдено и удалено более 91 % элементов обу-
чающей выборки, которые были приняты за слабые или малоинформативные, при этом точ-
ность правильной классификации стала меньше 45 %, что не допустимо. С другой стороны, при 

0.11thWeak   из обучающей выборки было удалено более 50 % элементов, а точность при этом 
сократилась до 95.2 %; при этом количество коэффициентов в решающих правилах (1) сокра-
тилось более чем два раза. 
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Рис. 5. Слева — график зависимости количества найденных слабых элементов (в %-ном соотношении от 
общего числа обучающих элементов) от значений порога thWeak . Справа — график зависимости веро-
ятности правильной классификации модели (обученной без найденных слабых элементов) от значений 
порога thWeak  

Для меньшего сокращения точности классификации возможно косвенное использование 
слабых элементов выборки при обучении; при этом количество слагаемых в решающих прави-
лах остается таким же, как при обучении без уделенных элементов. В матрице K  можно уда-
лить столбцы, соответствующие слабым элементам, тогда формула (7) примет вид 
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   


, (12) 

где l k . Для нахождения значений коэффициентов    1, , ; 1, ,ijq i l j m    формула (8) из-

менится следующим образом: 

   1T TQ K K K Y


 . (13) 

Представим графики зависимости числа найденных слабых элементов и точности класси-
фикации модели, построенной с их косвенным использованием, от значения порога thWeak . 
Значения порога thWeak  изменялись в пределах от 0 до 0.5 с шагом 0.01 (рис. 6). 

При подходе с косвенным использованием слабых элементов при обучении видно, что ре-
зультаты на тестах стали гораздо лучше: при удалении 91 % элементов выборки точность пра-
вильной классификации модели снизилась примерно на 5 % и составила 90 %; при сохранении 
точности классификации (95 %), близкой к исходной (95.76 %), возможно удалить гораздо 
больше элементов обучающей выборки — 72 %. 

Такие результаты получаются на хорошо размеченной выборке. Если же в выборке при-
сутствует большое количество ошибочно размеченных данных, то результаты классификации 
модели, обученной без найденных шумовых и слабых элементов, могут быть лучше, чем если 
бы использовалась вся обучающая выборка. Так, изменив у 15 % элементов выборки класс 
с правильного на ложный, модель, обученная на всей выборке, показала на тестовой выборке 
90.6 % правильной классификации. При введенных порогах 0.9thNoise   и 0.26thWeak   из 
выборки было удалено 56 % элементов. Модель, обученная без шумовых элементов и с косвен-
ным использованием слабых элементов, показала точность правильной классификации 94 % на 
тестовой выборке. 
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Рис. 6. Слева — график зависимости количества найденных слабых элементов (в %-ном соотношении от 
общего числа обучающих элементов) от значений порога thWeak . Справа — график зависимости веро-
ятности правильной классификации модели (обученной с косвенным использованием слабых элементов) 
от значений порога thWeak  

Исходную выборку цифр и выборку с ошибками разметки возможно скачать по ссылке 
[http://mallenom.ru/IvanK/DigitsData.zip]. Данные хранятся в .mat-файлах и представлены сле-
дующим образом: структура data , имеющая следующие поля TeachX , TeachY , TestX , TestY . 
TeachX  и TestX  представляют собой матрицы размером 2500×400, в которых хранятся норма-
лизованные изображения, представленные в виде векторов строк. TeachY  и TestY  — вектор-
столбцы, содержащие номера классов от 1 до 10, соответствующие цифрам (классу 10 соответ-
ствует цифра 0).  

Заключение  

В данной статье показано, что для метода машинного обучения на основе теории случай-
ных функций существует возможность быстрого поиска слабых и шумовых элементов, удале-
ние которых позволяет сократить вид решающих правил модели, тем самым ускорив ее работу. 
Кроме того, показано, что при наличии определенного процента ошибочно размеченных дан-
ных поиск и устранение ненужных элементов в итоге позволят улучшить обобщающие способ-
ности модели. 
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